MODULO 09 - PPT 01

m 7

Arboles de decisién
y CART

De reglas interpretables a modelos no lineales para decidir

CART Gini - Entropia Pruning Interpretabilidad

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio

¥1=4.8

Clase A
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MAPA DEL MODULOD

Del modelo lineal a reglas de decision

El modulo anterior produjo probabilidades; ahora aprenderemos modelos que segmentan el espacio mediante preguntas.

Datos (> Split [~

Arbol

- Validacidn - Decision

Idea central: un arbol aprende una secuencia de

preguntas simples que divide datos heterogéneos en
rupos mas homogéneos.

Continuidad con
logistica

Probabilidad estimada = decisién operativa.

La métrica se interpreta con costos, umbrales y capacidad.
El test no participa de disefo ni poda.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio

Riesgo central: esa flexibilidad puede memorizar el
ntrenamiento si no controlamos complejidad y
validacion.

Nuevo foco

Reglas, interacciones y no linealidad sin especificarlas a mano.
Control de varianza mediante poda vy validacion.
Puente natural hacia Random Forest.
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OBJETIVOS

Pregunta de decision

La clase no termina en un arbol bonito: termina en una regla defendible para actuar.

¢Qué reglas e interacciones segmentan el problema y qué
tan confiables son fuera de muestra?

01 02 03 04 05
Entender Construir Controlar Traducir Preparar
cémo un arbol elige splits con clasiﬁcac?dnn.?r?agegfﬁn 450 a overfitting con profundidad, hojas a reglas IF-THEN con el puente hacia bagging vy
Gini o entropia. pasgn P hojas minimas y pruning. limites claros. Random Forest.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio 03



CAS0 DE NEGOCIO

Caso guia: priorizacion de siniestros

Una aseguradora quiere revisar casos con mayor riesgo sin saturar al equipo de auditoria.

Entrada historial = 2 SEE

Monto reclamado 2 Ranking de casos
Antiguedad del asegurado Reglas justificables

Tipo de cobertura Capacidad diaria

Historial de siniestros Revisién alta monte = 1M Control de falsos positivos
Canal de denuncia Revision periddica

| objetivo no es maximizar exactitud en abstracto: es decidir a quién revisar, con qué costo y bajo qué limite de
apacidad.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio




INTUICION

Cuando una frontera lineal no alcanza

Los arboles agregan valor cuando la decisién depende de umbrales, segmentos o interacciones.

Frontera lineal

Particion por reglas

Un Unico plano separador obliga a resumir el patrén.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio

Las reglas generan regiones rectangulares y capturan
interacciones.
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INTUICION

Un arbol traduce datos en preguntas encadenadas

Cada nodo formula una pregunta binaria; cada respuesta reduce heterogeneidad.

Lectura como reglas

Si monto > 1M y historial > 2 - revision alta.

Si monto = 1M e historial = 2 - revision media.

Si monto = 1M - revision baja.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio

jmonto > 1M?

Revision baja

ihistarial = 27

interpretabilidad surge porque el camino raiz -

I:rja puede explicarse como una regla operacional.
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FUNDAMEMNTOS

Anatomia de un arbol

Nombre cada pieza antes de discutir matematica, complejidad o interpretacién.

Nodo raiz

conjunto completo de observaciones

ETHE]

resultado de una pregunta

Nodo interno

subconjunto que vuelve a dividirse

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio

Nodo raiz

Hoja

nodo terminal que predice

Profundidad

max

Nodo interno

mo numero de decisiones encadenadas
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FUNDAMEMNTOS

Dos representaciones de un mismo modelo

El arbol y la particién 2D dicen lo mismo con lenguajes diferentes.

¥1 = 0.52

@ Clase A

Xz = 0.45

Un split vertical en el plano es una pregunta sobre xi. Un split horizontal posterior es una pregunta sobre x:

olo dentro de una regiodn.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio
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CART

CART: Classification and Regression Trees

Una receta greedy: elegir el mejor split local, repetir, detener y eventualmente podar.

n Elegir variable y umbral E Medir impureza antes y B Conservar el split con mayor
candidato después reduccion

Repetir recursivamente en Detener por regla de . . . e
n cada hijo H complejidad n Podar si mejora validacion

split* = argmin impureza ponderada de los hijos

El algoritmo no prueba “"todas las teorias”: prueba candidatos de divisidn y elige el mejor localmente.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio
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CART

:¢Qué significa “buen split”?

No buscamos dividir por dividir: buscamos hijos mas homogéneos que el padre.

Padre Impureza alta
Un buen split reduce mezcla dentro de los
hijos, ponderando por cuantas
bservaciones caen en cada lado.
Hijo izquierdo Hijo derecho

Ganancia = I(padre) — [nL/n - I(L) + nR/n - I(R)]

| puede ser Gini, entropla u otra funcién de impureza.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio 10



CART

Impureza Gini

Gini mide cuan mezcladas estan las clases dentro de un nodo.

I (t) -1 -3 pkz Tres situaciones

px es la proporcién de observaciones de la clase k dentro del nodo.

Lectura rapida: Gini baja cuando una clase domina. Un split util busca hijos con Gini menor que el padre.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio
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CART

Ejemplo calculado: dos splits candidatos

El algoritmo compara impureza ponderada, no intuiciones visuales.
Nodo padre: 100 casos - 50 positivos - 50
negativos

Gini(padre)=1-0,52-0,5% = 0,50

Split A

12q: 40+ / 10~ . In
Der: 10+ /40~ I

Imp. ponderada = 0,32

Split B
Izq: 30+ /20— N
Der: 20+ / 30- . I

Imp. ponderada = 0,48

Split A gana porque produce hijos mas puros:

reduccién de impureza = 0,50 - 0,32 = 0,18.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio
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CART

Entropia e information gain

Otra forma de medir incertidumbre: muy Gtil para conectar con teoria de informacién.

Maxima mezcla -» maxima entropia

H

H(t) = — 2k px logz(px)

Entropia alta: mezcla intensa. Entropla cero: nodo puro.

IG = H(padre) — H ponderada(hijos)

Information Gain mide cuanto reduce incertidumbre el split.

piclase 1)

Para dos clases, la curva sube hasta p=0,5 y baja cuando
una clase domina.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio 13



CART

Gini vs entropia

En la practica suelen elegir splits similares, pero no ensefian exactamente lo mismo.

Impurezs

Gini es rapido, simple y muy usado en CART.

Entropia penaliza con mas fuerza ciertas mezclas extremas.

La comparacion importante no es “cual es mejor” sino
mantener validacion coherente.

Gini Entropia

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio

egla docente: usa Gini para construir intuicion
perativa; mostrale al alumno que entropia cuenta
na historia de incertidumbre.
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CART

Construccion recursiva paso a paso

Cada hoja candidata se convierte en un nuevo problema de split.

2 3 B B

Datos originales Mejor split Dos nodos hijos Nuevo split local Hojas finales
split 1
hoja split 2

El arbol es greedy: una decisién local temprana condiciona todo lo que viene después.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio 15



PREDICCION

¢Qué predice una hoja?

La hoja resume las observaciones que llegaron por el mismo camino.

Hoja con 40 casos P(y=1 | hoja) — i = 0'70{

28 pDSitiVDS - 12 negativus Clasificacién: la clase mayoritaria o probabilidad

estimada.

y = promedio(y en hoja)

Regresidn: la prediccidn suele ser la media de la
respuesta en esa hoja.

dvertencia: las probabilidades de arboles profundos pueden ser extremas y mal calibradas si las hojas tienen
POCOS Casos.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio



PREDICCION

Arboles de regresion

No todos los arboles clasifican: también predicen valores continuos.

Ejemplo: estimar monto esperado de

siniestro

antigliedad = 3 afios

¥ = $180k

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio

Split = menor error cuadratico
ponderado

monto base = $1M

En regresidn, los splits buscan reducir variabilidad de y dentro de las
hojas.

La prediccién de cada hoja es un promedio local.
La frontera sigue siendo por umbrales.
Puede aproximar relaciones no lineales por tramos.
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VENTAJA CONCEPTUAL

Interacciones sin escribir interacciones

Un arbol puede condicionar una variable segun el valor de otra.

Regla aprendida

Primero dividir por xa.

Solo si x1 es alto, preguntar por Xa.

El efecto de xz existe dentro de un segmento, no
globalmente.

Sergio Gevatschnaider

Ciencia de Datos para Decisiones de Negocio

Esto equivale a una interaccidn: la importancia
de una variable depende de otra condicién
previa.
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INTERPRETACION

Interpretabilidad: reglas IF-THEN

El &rbol no solo predice: también puede generar reglas auditables.

edad = 45

Bajo

monto = 1M

Regla 1

IF edad > 45 AND monto > 1M THEN revisién alta

Regla 2

IF edad > 45 AND monto = 1M THEN revision media

Regla 3

IF edad = 45 THEN revision baja

Las reglas son explicables, pero solo son defendibles si fueron validadas fuera de muestra.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio
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COMPLE]IDAD

Complejidad: cuanto crece el arbol

Mas profundidad significa mas segmentos, mas memoria y mas riesgo de sobreajuste.

prof. 1 prof. 2 prof. 3 prof. 4
. . . .
L] [ ] [ ] [ ] [ ] [ ] [ ] [ ]
® ® l m ¥ = " ® ] * ] *
Sooooooc EERERER
badbabibbaddabid
= 2 hojas = 4 hojas = B hojas = 16 hojas

Hojas maximas < 2"~ profundidad

El crecimiento puede ser explosivo incluso con pocas variables.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio

prof. 5

EEEREER,
299920000320000s

= 32 hojas
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COMPLE]IDAD

Overfitting: el arbol memoriza regiones pequenas

La sefal de alerta no esta en train score, sino en la brecha con validacion.

sCore

El mejor arbol no es el mas

profundo; es el que maximiza
esempeiio validado con

omplejidad razonable.

complejidad

Train Validacién

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio
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COMPLE]IDAD

Hiperparametros que controlan el arbol

Cada control limita una forma distinta de complejidad.

cantidad maxima de decisiones

max depth min samples split minimo para volver a dividir un nodo
= encadenadas = =
min_samples_leaf minimo de observaciones por hoja max_leaf_nodes ndmero maximo de hojas
criterion Gini, entropia o error cuadratico ccp_alpha penalizacion de poda costo-complejidad

Regla practica: ajustar complejidad con validacion; no elegir hiperparametros mirando el test.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio 22



COMPLE]IDAD

max_depth: el control mas visible

Limita cuantas preguntas puede encadenar el arbol.

Baja profundidad

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio

Alta profundidad
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COMPLE]IDAD

min_samples leaf y min_samples_split

Evitan reglas basadas en grupos demasiado pequenos.

Hoja con 2 casos
100% positivos

Parece perfecta, pero puede ser ruido.

Hoja con 60 casos
72% positivos

Menos extrema, mas estable.

La interpretabilidad no mejora si cada regla se apoya en muy pocas observaciones.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio
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PRUNING

Pre-pruning: detener antes de memorizar

Se define una complejidad maxima antes o durante el entrenamiento.

Diseno — Validacién — Seleccion

elegir rango de
hiperparametros

elegir arbol simple con

comparar folds o validation set .
desemperfio robusto

No hay atajos: si elegis profundidad mirando el test, contaminas la evidencia final.

Test

usar una sola vez para
evaluacion final

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio




PRUNING

Post-pruning: poda costo-complejidad

Primero crece el arbol; luego se penaliza el numero de hojas.

Interpretacion de a

Ra(T) = R(T) + « - |T|

a pequeno: tolera arboles mas grandes.
a grande: favorece arboles mas simples.
Se elige con validacién, no por estética.

R(T): ermor del arbol. |T|: cantidad de hojas. a: penalizacidn por complejidad.

validacion

/+\

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio



PRUNING

El camino de poda

A medida que aumenta o, desaparecen ramas completas.

a0 a bajo a medio a alto
L 9 L L ]
L . . §- L ] | J L
¢ o & e s o s o ¢« o o )
¢ o 4 0 6 0 9 @ se e o o0 o . o
secescsesesetsse ° 0 °* o
16 hojas 10 hojas 5 hojas 2 hojas

La poda convierte un arbol sobreajustado en una familia de modelos candidatos; la validacion decide.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio
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GENERALIZACION

Sesgo-varianza en arboles

La profundidad reduce sesgo, pero puede aumentar mucho la varianza.

BIror

El “punto dulce” no esta en maxima
omplejidad sino donde el error esperado
uera de muestra se minimiza.

Sesgo VELELFE Total

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio

complejidad
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GENERALIZACION

Inestabilidad: el talon de Aquiles del arbol

Pequefas perturbaciones de datos pueden cambiar la estructura del arbol.

Muestra A Muestra B

¥1 = 0.52 ¥ = 0.48

A ®z = 0.45 ¥ = 0.50

Esta inestabilidad prepara la necesidad de bagging: entrenar muchos arboles y promediar decisiones.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio
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PROBABILIDAD

Probabilidades de arboles: cuidado con calibracion

Un arbol profundo puede producir probabilidades 0 o 1 aunque la incertidumbre real sea alta.

Hoja pequefa Hoja amplia
3 positivos - 0 negativos 70 positivos - 30 negativos
P =1,00 P=0,70

Para tomar decisiones con costos, no alcanza la clase predicha: importan ranking, calibracién y umbral.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio



DECISION

Desbalance de clases y costos asimétricos

En siniestros, fraude o riesgo, el error raro puede ser el mas caro.

Matriz de confusion operativa

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio

Lectura de negocio

Falso positivo: revisar un caso innecesario.
Falso negativo: dejar pasar un caso riesgoso.
El umbral se define con costo, capacidad y prevalencia.

n arbol puede ser interpretado, pero el umbral
la politica siguen siendo decisiones de
egocio.
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DECISION

Métrica técnica + politica de decision

La métrica ordena modelos; la politica define qué se hace con la prediccion.

Datos - Split

Arbol

- Validacion - Decision

Ejemplo de cierre del analisis

AUC valida capacidad de ranking.

Precision@K valida capacidad de auditoria diaria.

Costo esperado valida valor econémico.

Reglas extraidas validan comunicacién operativa.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio

Valor = TP:-beneficio — FP:costo —
FN-pérdida

El mejor drbol es el que sostiene una accidn, no el que maximiza una
métrica aislada.
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INTERPRETACION

Importancia de variables: util pero peligrosa

La importancia interna explica uso predictivo dentro del modelo, no causalidad.

histarial

monto

canal

edad

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio

Una variable puede ser importante porque aparece
temprano en splits.

Variables correlacionadas pueden repartirse o esconder
importancia.

Permutation importance fuera de muestra es mas
defendible.

Interpretacion predictiva # efecto causal.

Este tema se profundiza en PPT 03, pero la
advertencia debe quedar desde ahora.
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SINTESIS TECMICA

Clasificacion vs regresion: misma estructura, distinta pérdida

El érbol sigue preguntando por umbrales; cambia la funcién gque evalla el split.

Clasificacion Regresion
X1=C X1=C
Si No Si No
P(y=1)=0,82 P(y=1)=0,23 y =42 y = 105
Split: reduce Gini/entropia Split: reduce varianza / MSE

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio 34



CAS0 APLICADO

Flujo de trabajo para el caso de siniestros

Cémo transformar el arbol en evidencia para decidir.

n Definir accién revisar / no revisar

H Entrenar arbol simple validar profundidad y hojas
B Medir costos FP, FN y capacidad

u Traducir reglas explicar segmentos criticos
H Revisar estabilidad nueva muestra / periodo

tl entregable no es el arbol aislado: es una recomendacidén trazable, con evidencia fuera de muestra y limites
perativos.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio 35



PRACTICA

Laboratorio de la clase

El objetivo practico es ver el arbol, controlar su complejidad y defender una regla.

Arbol pequeiio Gini manual Complejidad Poda
visualizar y leer caminos raiz calcular impureza de splits probar max_depth v seleccionar ccp_alpha con
-+ hoja candidatos min_samples_leaf validacién

Reglas

export_text y recomendacion
de negocio

Criterio de éxito: el arbol debe sostener una decision, superar una referencia y declarar limites.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio
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ARQUITECTURA DEL MODULOD

Laboratorio de arboles: simulaciones 01-06

Cada simulacion conecta el concepto con una hipodtesis y evidencia.

m Split y Gini m Gini vs entropia m Arbol « particién 2D

m Profundidad y overfitting m Poda ccp_alpha m Inestabilidad

Recorrido de estudio: presentacion, simulacion, practica en Python y decision fundamentada.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio
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CIERRE

Checklist de un arbol defendible

Antes de presentar el resultado, verifica cinco condiciones.

v/ La pregunta de decisién esta explicitada.

v El criterio de split se entiende y se puede explicar.
v La complejidad fue elegida por validacion.

v Las reglas no dependen de hojas diminutas.

v La recomendacioén incluye costos, limites y revision.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio
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CIERRE

Errores frecuentes

La mayoria de los problemas no son de sintaxis: son de disefo de evidencia.

w  Arbol demasiado profundo

score perfecto en train, pobre fuera de muestra

w  Importancia = causalidad

interpretacion predictiva mal usada

w  Hojas muy pequenas

reglas extremas con poca evidencia

%  Métrica sin decisién

resultado técnico sin accidn

w  Test usado para elegir modelo

contaminacion de evaluacion final

Un arbol interpretable pero mal validado no es evidencia: es una historia convincente sin prueba.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio
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CIERRE

Puente hacia Random Forest

Si un arbol es flexible e inestable, la pregunta natural es combinar muchos arboles.

Arbol 1 Arbol 2 Arbol 3

Clase A ¥2=2.1 Clase A ¥ = 2.1 Clase A ¥z = 2.1

— - B - e

Voto promedio
menos varianza

PPT 02: bootstrap, bagging, Random Forest, OOB error y decorrelacion entre arboles.

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio
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Cierre de PPT 01

Arboles: reglas, generalizacién
y decisiones

Construye particiones mediante preguntas binarias.

El split se elige por reduccién de impureza.

La complejidad sin control produce overfitting.

La poda convierte flexibilidad en evidencia defendible.
La inestabilidad abre |la puerta a Random Forest.

Préoximo paso: PPT 02 - Bagging y Random
Forest

Sergio Gevatschnaider - Ciencia de Datos para Decisiones de Negocio
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